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摘　 要： 在小样本文本分类领域中，查询集和支持集的特征提取是影响分类结果的关键之一，但以往的研究大多忽略了两者之

间存在匹配信息且在各自的信息提取中忽略了特征间的重要性程度不同，因此提出了一种新的小样本分类模型． 模型结合

ＧＲＵ 的全局信息提取能力和注意力机制的局部细节学习能力对文本特征进行建模，同时采用双向注意力机制来获取支持样本

与查询样本间的交互信息，并创新性的提出“类生成器”用以区分同类样本间的不同重要性同时生成更具判别性的类别表示．
此外，为了获得更为清晰的分类界限，还设计了一个原型感知的正则化项来优化原型学习． 模型在 ２ 个小样本分类数据集上进

行了实验，均取得了比目前最优基线模型更好的分类效果．
关 键 词： 小样本学习；度量网络；双向注意力；文本分类

中图分类号： ＴＰ３９１　 　 　 　 　 文献标识码：Ａ　 　 　 　 　 　 文 章 编 号：１０００⁃１２２０（２０２３）１２⁃２７４４⁃０８

Ｆｅｗ⁃ｓｈｏｔ Ｔｅｘｔ Ｃｌａｓｓｉｆｉｃａｔｉｏｎ Ｂａｓｅｄ ｏｎ Ｂｉｄｉｒｅｃｔｉｏｎａｌ Ａｔｔｅｎｔｉｏｎ ａｎｄ Ｃｌａｓｓ Ｇｅｎｅｒａｔｏｒ

ＷＡＮＧ Ｔｉｎｇ，ＺＨＵ Ｘｉａｏ⁃ｆｅｉ，ＴＡＮＧ Ｇｕ
（Ｃｏｌｌｅｇｅ ｏｆ Ｃｏｍｐｕｔｅｒ Ｓｃｉｅｎｃｅ ａｎｄ Ｅｎｇｉｎｅｅｒｉｎｇ，Ｃｈｏｎｇｑｉｎｇ Ｕｎｉｖｅｒｓｉｔｙ ｏｆ Ｔｅｃｈｎｏｌｏｇｙ，Ｃｈｏｎｇｑｉｎｇ ４０００５４，Ｃｈｉｎａ）

Ａｂｓｔｒａｃｔ：Ｉｎ ｔｈｅ ｆｉｅｌｄ ｏｆ ｆｅｗ⁃ｓｈｏｔ ｔｅｘｔ ｃｌａｓｓｉｆｉｃａｔｉｏｎ，ｔｈｅ ｆｅａｔｕｒｅ ｅｘｔｒａｃｔｉｏｎ ｏｆ ｑｕｅｒｙ ｓｅｔ ａｎｄ ｓｕｐｐｏｒｔ ｓｅｔ ｉｓ ｏｎｅ ｏｆ ｔｈｅ ｋｅｙｓ ｔｏ ａｆｆｅｃｔ ｔｈｅ
ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｒｅｓｕｌｔｓ，ｂｕｔ ｍｏｓｔ ｏｆ ｔｈｅ ｐｒｅｖｉｏｕｓ ｓｔｕｄｉｅｓ ｉｇｎｏｒｅｄ ｔｈｅ ｍａｔｃｈｉｎｇ ｉｎｆｏｒｍａｔｉｏｎ ｂｅｔｗｅｅｎ ｔｈｅ ｔｗｏ ａｎｄ ｉｇｎｏｒｅｄ ｔｈｅ ｄｉｆｆｅｒｅｎｔ ｉｍ⁃
ｐｏｒｔａｎｃｅ ｏｆ ｔｈｅ ｆｅａｔｕｒｅｓ ｉｎ ｔｈｅｉｒ ｒｅｓｐｅｃｔｉｖｅ ｉｎｆｏｒｍａｔｉｏｎ ｅｘｔｒａｃｔｉｏｎ，ｓｏ ａ ｎｅｗ ｆｅｗ⁃ｓｈｏｔ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｍｏｄｅｌ ｉｓ ｐｒｏｐｏｓｅｄ． Ｔｈｅ ｍｏｄｅｌ ｃｏｍ⁃
ｂｉｎｅｓ ｔｈｅ ｇｌｏｂａｌ ｉｎｆｏｒｍａｔｉｏｎ ｅｘｔｒａｃｔｉｏｎ ａｂｉｌｉｔｙ ｏｆ ｔｈｅ ＧＲＵ ａｎｄ ｔｈｅ ｌｏｃａｌ ｄｅｔａｉｌ ｌｅａｒｎｉｎｇ ａｂｉｌｉｔｙ ｏｆ ｔｈｅ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ ｔｏ ｍｏｄｅｌ ｔｈｅ
ｔｅｘｔ ｆｅａｔｕｒｅｓ． Ａｔ ｔｈｅ ｓａｍｅ ｔｉｍｅ，ｔｈｅ ｂｉｄｉｒｅｃｔｉｏｎａｌ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ ｉｓ ｕｓｅｄ ｔｏ ｏｂｔａｉｎ ｔｈｅ ｉｎｔｅｒａｃｔｉｖｅ ｉｎｆｏｒｍａｔｉｏｎ ｂｅｔｗｅｅｎ ｔｈｅ ｓｕｐｐｏｒｔ
ｓａｍｐｌｅｓ ａｎｄ ｔｈｅ ｑｕｅｒｙ ｓａｍｐｌｅｓ，ａｎｄ ｉｎｎｏｖａｔｉｖｅｌｙ ｐｒｏｐｏｓｅｓ ＂ ｃｌａｓｓ ｇｅｎｅｒａｔｏｒ＂ ． Ｉｔ ｉｓ ｕｓｅｄ ｔｏ ｄｉｓｔｉｎｇｕｉｓｈ ｔｈｅ ｄｉｆｆｅｒｅｎｔ ｉｍｐｏｒｔａｎｃｅ ａｍｏｎｇ
ｓｉｍｉｌａｒ ｉｎｓｔａｎｃｅｓ ｗｈｉｌｅ ｇｅｎｅｒａｔｉｎｇ ｍｏｒｅ ｄｉｓｃｒｉｍｉｎａｔｉｖｅ ｃｌａｓｓ ｒｅｐｒｅｓｅｎｔａｔｉｏｎｓ． Ｉｎ ａｄｄｉｔｉｏｎ，ｔｏ ｏｂｔａｉｎ ｃｌｅａｒｅｒ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｂｏｕｎｄａｒｉｅｓ，ａｎ
ｐｒｏｔｏｔｙｐｅ⁃ａｗａｒｅ ｒｅｇｕｌａｒｉｚａｔｉｏｎ ｔｅｒｍ ｉｓ ｄｅｓｉｇｎｅｄ ｔｏ ｏｐｔｉｍｉｚｅ ｐｒｏｔｏｔｙｐｅ ｌｅａｒｎｉｎｇ． Ｔｈｅ ｍｏｄｅｌ ｗａｓ ｔｅｓｔｅｄ ｏｎ ｔｗｏ ｆｅｗ⁃ｓｈｏｔ ｃｌａｓｓｉｆｉｃａｔｉｏｎ
ｄａｔａｓｅｔｓ，ａｎｄ ｂｏｔｈ ａｃｈｉｅｖｅｄ ｂｅｔｔｅｒ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｒｅｓｕｌｔｓ ｔｈａｎ ｔｈｅ ｃｕｒｒｅｎｔ ｏｐｔｉｍａｌ ｂａｓｅｌｉｎｅ ｍｏｄｅｌ．
Ｋｅｙ ｗｏｒｄｓ：ｆｅｗ⁃ｓｈｏｔ ｌｅａｒｎｉｎｇ；ｍｅｔｒｉｃ ｎｅｔｗｏｒｋ；ｂｉｄｉｒｅｃｔｉｏｎａｌ ａｔｔｅｎｔｉｏｎ ｍｅｃｈａｎｉｓｍ；ｔｅｘｔ ｃｌａｓｓｉｆｉｃａｔｉｏｎ

１　 引　 言

文本是大数据时代分布最广、体量最大、最易获取的信息

载体，如何从大规模的文本数据中抽取出有价值的知识是当

前亟待解决的难题． 文本分类（Ｔｅｘｔ Ｃｌａｓｓｉｆｉｃａｔｉｏｎ）是自然语

言处理（Ｎａｔｕｒａｌ Ｌａｎｇｕａｇｅ Ｐｒｏｃｅｓｓｉｎｇ，ＮＬＰ）领域一个经典的

任务，过去，研究人员采用人工手动对文本提取特征进行分

类，但是伴随着移动互联网络的发展，文本数据呈爆炸式增

长，利用人工手动对文本数据进行标注分类的方式因其耗时

长且易受到标注人的主观认知影响而被舍弃，转而利用机器

实现对文本数据的自动标注． 传统的机器学习方法［１］主要通

过人工提取特征构成特征向量，再采用支持向量机［２］ 、朴素

贝叶斯［３］ 、决策森林［４］ 等算法从大量训练数据中学习分类

器，利用分类器对待标注的文本数据进行分类，但此方法依赖

于人为设计的规则和功能，同时该方法忽略了文本数据中的

上下文信息，使得建模文本的语义信息变得困难． 随着大数据

时代的到来，基于深度学习算法的文本分类模型取得了巨大

的进展，文本分类任务的准确率不断提升． 与传统的方法相

比，深度学习算法能够建模文本语义表示，解决计算和数据的

局限性，显著提高文本分类的准确率． 具有代表性的模型结构

有 ３ 种：１）基于卷积神经网络［５］ （Ｃｏｎｖｏｌｕｔｉｏｎａｌ Ｎｅｕｒａｌ Ｎｅｔ⁃
ｗｏｒｋｓ，ＣＮＮ）；２）基于循环神经网络［６］ （Ｒｅｃｕｒｒｅｎｔ Ｎｅｕｒａｌ Ｎｅｔ⁃
ｗｏｒｋ，ＲＮＮ ）； ３ ） 图 神 经 网 络［７］ （ Ｇｒａｐｈ Ｎｅｕｒａｌ Ｎｅｔｗｏｒｋ，
ＧＮＮ） ．

虽然上述方法取得了重大进展，但是它的成功主要依赖

于现有的大量有标签数据，然而在现实生活中，大量的有标签

数据是不便获取的，所以这极大地限制了文本分类技术的发

展与应用，因此，本文开始探索如何在已有少量标注样本的情

况下进行文本分类．
近几年来，小样本文本分类问题受到专家学者们的关注，



逐渐成为业界重要的研究方向． 所谓小样本文本分类方法，其
根本目标是希望机器能够像人类一样仅通过学习少量样本特

征就能够实现准确的文本分类． 现有的小样本分类方法主要

分为以下 ５ 种：元学习、数据增强、图神经网络、提示学习和度

量网络． 基于元学习的小样本分类方法旨在学习一个通用的

模型，使得这个模型在面对新旧任务时都可以在很少的梯度

下降后达到较优解，其中最具代表性的是 Ｆｉｎｎ［８］等人在 ２０１７
年提出的一种通用的元学习框架 （Ｍｏｄｅｌ⁃Ａｇｎｏｓｔｉｃ Ｍｅｔａ⁃
Ｌｅａｒｎｉｎｇ，ＭＡＭＬ），虽然该类方法较为简单，但在实际应用中

目标数据与源数据之间存在差异可能会导致过拟合现象． 基
于数据增强的小样本分类方法是指借助已有的少量有标签样

本，生成更多的增强数据用于训练，缓解样本不足的情况，帮
助模型更好的进行训练，常用的生成式方法有生成对抗网

络［９］和自训练［１０］ ，但由于其生成了新的数据所以可能会引入

噪声反而降低模型的分类准确率． 基于图神经网络的小样本

分类方法旨在借助图神经网络的消息传递思想将有标签样本

的标签信息传递至无标签的样本上但其存在模型复杂度较高

的问题． 基于提示学习的小样本分类方法旨在通过构造提示

模板和标签映射向输入增加“提示信息”，从而提升小样本分

类的准确率，但其依赖于人工设计的模板与标签词，换言之，
选择不同的模板与标签词都会对实验结果造成影响且该方法

更适用于文本输入较短，包含类别数较少的英文数据集［１１］ ．
基于度量学习的方法直观易懂，其核心思想是在同一个嵌入

空间中，通过给定的距离度量函数测量支持集与待分类的测

试样本间的距离，以此来进行分类，距离相近则说明样本同属

于一个类别，间隔较远则说明不属于同一类． 常用的距离函

数［１２］包括欧几里得度量、皮尔逊相关系数、余弦相似度等． 其
中基于度量网络的小样本分类方法是本研究的基础与重点，
具体研究内容将在第 ２ 节阐明． 经典的度量网络结构有 ４ 种，
分别是：双生神经网络［１３］ （Ｓｉａｍｅｓｅ ｎｅｕｒａｌ ｎｅｔｗｏｒｋ），匹配网

络［１４］ （Ｍａｔｃｈｉｎｇ ｎｅｔｗｏｒｋ），原 型 网 络［１５］ （ Ｐｒｏｔｏｔｙｐｉｃａｌ ｎｅｔ⁃
ｗｏｒｋ）以及关系网络［１６］ （Ｒｅｌａｔｉｏｎ ｎｅｔｗｏｒｋ） ． 双生神经网络由

两个相同结构、共享权值的神经网络连接而成． 当训练样本与

测试样本组成一对作为输入，分别通过两个神经网络后会输

出其高纬特征向量表示，通过比较两个表征之间的距离来衡

量两者的相似度，两个样本同属一类则标注为 １，否则标注为

０． 双生神经网络并不是对输入进行分类而是进行区分，通过

计算损失函数，最小化同类样本损失实现分类． 随后，匹配网

络被提出，Ｏｒｉｄ Ｖｉｎｙａｌｓ 等人［１４］设计了一个通用的 ｅｎｄ⁃ｔｏ⁃ｅｎｄ
的网络框架，结合 ＬＳＴＭ 和注意力机制来捕获样本的表征，
再使用余弦相似函数度量查询样本与支持样本之间的相似

性，实现小样本分类目标． 在训练阶段，模型要求支持集和查

询集的数据分布必须相同，在训练的时候让匹配网络只学习

每一个类别的少量样本，保证和测试过程的一致性． 当标签分

布存在较大误差时，该方法的分类效果会大打折扣． ２０１７ 年，
另一种适用于小样本文本分类的网络架构⁃原型网络［１５］被提

出，该网络能够应用于不同的小样本数据集，是一种简单、高
效的小样本的学习方式． 原型网络的目标是学习到一个向量

空间来实现文本分类任务，它的主要思想是先将所有的样本

通过映射至低维的向量空间中，再对同属一个类别的多个样

本求均值作为类别原型表示，针对每个待分类的查询样本，采

用欧氏距离计算类别原型与查询向量之间的距离来确定分类

结果． 与以往固定的度量方法不同，ＦｌｏｏｄＳｕｎｇ 等人［１６］进一步

研究了一种可迁移的深度度量网络⁃关系网络，整个网络由两

部分组成，第 １ 部分是特征提取模块，用于提取样本的特征信

息，第 ２ 部分自适应度量模块，通过输出查询集特征信息与各

个支持集特征信息之间的相似性得分，从而判断是否同属于

一个类别．
目前通过各种途径，已有一些方法实现了在小样本场景

下完成文本分类任务． 尽管这些方法取得了一定的成效但是

仍然面临着以下挑战：首先，有效标注样本数量少，文本语义

稀疏，上下文信息未被充分挖掘，特异性表征提取不到位；其
次，以往的研究大多忽略了支持样本与查询样本之间存在匹配

信息且在各自的信息提取中忽略了特征间的重要性程度不同，
最后，原始的原型网络模型难以生成更具区分性的类别原型表

示，为解决上述问题，本文提出了一种新的小样本分类方法．
针对传统的网络结构无法捕获文本深层的语义信息且无

法有效提取样本的重要特征，设计了一个嵌入注意力机制的

双向循环神经网络（Ｂｉ⁃ＡＧＲＵ）作为特征提取器，同时考虑到

支持集与查询集之间存在交互信息且在各自的信息提取中忽

略了特征间的重要性程度不同，因此提出了融合支持样本和

查询样本的双向注意力网络，除此之外，由于小样本学习场景

中缺乏标注样本，所以如果同一类中支持样本之间的距离较

远，则难以捕捉它们的共同特征并生成具有代表性的类别原

型，如果不同类的支持实例在特征空间中彼此接近，则生成的

原型是无法区分的，因此构造了一个结合双向 ＬＳＴＭ 和注意

力机制的类生成器，通过非线性映射使原型向量的生成不易

受到支持集中噪声的影响，并设计了原型感知的正则化项对

模型进行优化．
综上所述，本文的主要创新点与贡献点如下：
１）提出了一种新的小样本文本分类模型（Ｆｅｗ⁃ｓｈｏｔ ｃｌａｓ⁃

ｓｉｆｉｃａｔｉｏｎ ｍｏｄｅｌ ｂａｓｅｄ ｏｎ ｂｉｄｉｒｅｃｔｉｏｎａｌ ａｔｔｅｎｔｉｏｎ ａｎｄ ｃｌａｓｓ ｇｅｎｅｒ⁃
ａｔｏｒ，简称 ＢＡＣＧ⁃ＦＣ 模型），结合注意力机制的局部细节学习

能力和门控循环单元的序列建模能力对文本进行特征提取，
使得模型可以全面建模文本的深层语义信息；
２）构建了双向注意力网络，通过从 ｑｕｅｒｙ２ｓｕｐｐｏｒｔ 和 ｓｕｐ⁃

ｐｏｒｔ２ｑｕｅｒｙ 两个方向上计算注意力来获取支持样本与查询样

本间的交互信息；
３）提出了一个由双向长短期记忆网络和注意力机制构

成的“类生成器”，用以更好地划分类别界限，生成更具区分

性的类别表示；
４）将本文提出的模型分别应用于 ＡＲＳＣ 和 ＦｅｗＲｅｌ 数据

集，均取得了比目前最优基线模型更好的分类效果．

２　 ＢＡＣＧ⁃ＦＣ 模型

本节详细介绍了所提模型的具体实现过程，包括问题的

定义、整体模型架构以及各模块的细节说明． 首先模型的输入

是多个支持样本和查询样本，通过词嵌入模块获得样本的固

定词嵌入表示，再在双向门控循环单元的更新门中引入注意

力分数，替换原始的更新门，得到 Ｂｉ⁃ＡＧＲＵ，借助其捕获对应

的文本级特征表示，之后使用双向注意力网络融合支持集与
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查询集的匹配信息，得到支持感知向量表示和查询感知向量

表示，将原始特征向量与支持感知向量或查询感知向量进行

拼接融合，得到最终的支持样本特征表示和查询样本特征表

示，然后采用带有注意力机制的双向 ＬＳＴＭ 作为类生成器，
生成更具代表性的原型表示，最后度量查询样本与类别原型

之间的相似性实现小样本文本分类． 整体架构如图 １ 所示．

图 １　 基于双向注意力和类生成器的小样本分类模型

Ｆｉｇ． １　 Ｆｅｗ⁃ｓｈｏｔ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ｍｏｄｅｌ ｂａｓｅｄ ｏｎ ｂｉｄｉｒｅｃｔｉｏｎａｌ ａｔｔｅｎｔｉｏｎ ａｎｄ ｃｌａｓｓ ｇｅｎｅｒａｔｏｒ

２． １　 问题定义

本文将数据集 Ｄ 分为训练 Ｄｔｒａｉｎ集和测试集 Ｄｔｅsｔ，其中训

练集和测试集所包含的样本类别各不相同，两者都有各自的

标签集合 Ｙｔｒａｉｎ和 Ｙｔｅsｔ ． 针对小样本分类问题，其旨在训练出一

个可以从 Ｄｔｒａｉｎ中学习先验知识的分类器，学习过程主要分为

两个阶段：元训练和元测试． 元训练阶段需从同一任务分布中

划分出多个元子任务 Ｔｉ，再从训练集 Ｄｔｒａｉｎ中随机抽取包含 Ｎ
个类别，每个类别 Ｋ 个样本，一共 Ｎ × Ｋ 个样本的子集 Ｓ 进行

训练，然后将来自 Ｔｉ 的 Ｎ 个类别上的剩余样本作为测试集 Ｑ
进行测试，为避免引起混淆，将元子任务中的训练集定义为

“支持集”（ｓｕｐｐｏｒｔ ｓｅｔ），测试集定义为“查询集”（ｑｕｅｒｙ ｓｅｔ） ．
２． ２　 特征提取模块

特征提取模块包括单词嵌入模块和上下文编码模块． 假
设支持集和查询集中每个文本都包含 Ｔ 个单词，在单词嵌入

模块中，本文使用 ＧｌｏＶｅ［１７］预训练词向量获取每个单词的固

定嵌入表示，表达式如下：
ｘｉ ＝ ｆ（ｗｉ） （１）

其中，ｆ 表示映射函数，ｗｉ 表示文本中的第 ｉ 个单词，ｘｉ∈Ｒｄ 为

经过映射后的第 ｉ 个单词的向量表示． 第 ｋ 个支持样本表示

为 Ｘｋ ＝ ［ｘ１，…，ｘＴ］ ｋ∈ＲＴ × ｄ，查询样本表示为 Ｑ ＝ ［ｑ１，…，ｑＴ］
∈ＲＴ × ｄ ．

在上下文编码模块中，本文应用了一个嵌入注意力机制

的双向 ＧＲＵ 模型细化单词的表示，具体过程如下，首先是将

第 ｋ 个文本序列作为输入，然后使用注意力机制得到第 ｔ 个
时间步的输入向量 ｘｔ 的注意力分数 αｔ

ｋ，最后将注意力得分与

ＧＲＵ 中的更新门结合构建 ＡＧＲＵ（如图 ２ 所示），实现公式

如下：
Ｕｋ ＝ＷＫｋ ＋ ｂ （２）

αＫ ＝ sｏｆｔｍａｘ（Ｕｋ） （３）
其中，αＫ ＝ ［α１ｋ，…，αＴ

ｋ ］，ｋ 表示第 ｋ 个样本，Ｔ 表示样本中单

词个数．
ｚｔ ＝ σ（Ｗｚ［ｈｔ － １，ｘｔ］） （４）

ｚ′ｔ ＝ αｔ
ｋ × ｚｔ （５）

τｔ ＝ σ（Ｗｒ［ｈｔ － １，ｘｔ］） （６）
ｈ′ｔ － １ ＝ ｈｔ － １ × ｒｔ （７）

ｈｔ
～ ＝ ｔａｎｈ（Ｗ�ｈ［ｈ′ｔ － １，ｘｔ］） （８）

ｈｔ ＝ （１ － ｚ′ｔ ） × ｈｔ － １ ＋ ｚｔ × ｈｔ
～ （９）

其中，Ｗ、Ｗｚ、Ｗｒ、Ｗ�ｈ 为可训练的权重参数，ｂ 是注意力机

制的偏置项，αｉ 为注意力得分，σ 为 sｉｇｍｏｉｄ 函数，通过这个

函数可以将数据转换为 ０ ～ １ 范围内的数值，ｚｔ 是控制更新的

门，范围是 ０ ～ １，掌控着多少前一时刻的状态是当前需要记

忆存储的，ｚ′ｔ 为结合了注意力分数的更新门，ｒｔ 是控制重置的

门，范围是 ０ ～ １，控制着多少新的状态只是旧状态的拷贝，
ｈｔ － １、ｈ′ｔ － １、ｈｔ 是隐层状态表示．

Update gate
Attention score

αi

z

z'

h
Reset gate

Output

h~ Input X

图 ２　 ＡＧＲＵ 结构图

Ｆｉｇ． ２　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ＡＧＲＵ

　 　 为了能够提取更为全面的特征信息，本文将 ＡＧＲＵ 双向

化． 对于每个输入 ｘｉ，可以得到它的正向隐层状态表示ｈｉ
→
和反

向隐层状态表示ｈｉ
←，其计算公式如下：

ｈｉ
→ ＝ ＡＧＲＵ→（ｘｉ） （１０）

ｈｉ
← ＝ ＡＧＲＵ← （ｘｉ） （１１）
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为了从两个方向捕获信息，选择在两侧连接单词 ｗｉ 的

隐藏表示：Ｈ ｉ ＝ ［ｈ ｉ
→ ∶ ｈ ｉ

← ］，得到双向的语义信息． 为了方便表

述，这里使用 Ｓｋ∈ＲＴｋ × ２ｄｈ表示支持集中第 ｋ 个样本的输出矩

阵，表达式见式（１２），使用 Ｑ̌∈ＲＴｑ × ２ｄｈ来表示查询集的输出

矩阵，表达式见式（１３），ｄｈ 是 ＡＧＲＵ 的隐层大小，Ｔｋ 表示第

ｋ 个支持样本包含的单词数，Ｔｑ 表示查询样本包含的单

词数．
Ｓｋ ＝ ＢｉＡＧＲＵ（Ｘｋ） （１２）
Ｑ̌ ＝ ＢｉＡＧＲＵ（Ｑ） （１３）

２． ３　 双向注意力网络

双向注意力层考虑查询样本与每个支持样本间的匹配信

息，以交互的方式对它们进行编码，从 ｓｕｐｐｏｒｔ ｓｅｔ 到 ｑｕｅｒｙ ｓｅｔ
和从 ｑｕｅｒｙ ｓｅｔ 到 ｓｕｐｐｏｒｔ ｓｅｔ 两个方向上计算注意力． 双向注

意力计算的前提是得到一个共享的词级相似性矩阵 Ｍ∈
ＲＴｑ × Ｔｋ，这个相似性矩阵的含义是计算查询样本与第 ｋ 个支持

样本之间的逐词相似度，该矩阵计算公式如下：
Ｍｋ

ｉｊ ＝ Ｑ̌ｉ·ＳｋＴ
ｊ （１４）

其中，Ｑｉ 表示 Ｑ̌ 的第 ｉ 行，Ｓｋ
ｊ 表示 Ｓｉ 的第 ｊ 行．

支持集到查询集的注意力强调的是查询样本中哪些词与

支持样本中的单词更相关，通过公式（１５）的计算，可以获得

包含所有查询样本信息的第 ｋ 个支持样本的查询感知表示
�Ｓｋ，Ｔｋ 表示第 ｋ 个支持样本中包含的单词数．

�Ｓｋ ＝
ｅｘｐ（Ｍｋ

ｉｊ）
∑Ｔｋ

ｊ′ ＝ １ｅｘｐ（Ｍｋ
ｉｊ′）

Ｓ （１５）

查询集到支持集的注意力计算方式与上述类似，通过计

算支持样本中哪些词与查询样本中的单词更加相关得到查询

样本的支持感知表示�Ｑ，具体计算过程见公式（１６），Ｔｑ 表示

查询样本中包含的单词数．

�Ｑ ＝
ｅｘｐ（Ｍｋ

ｉｊ）
∑Ｔｑ

ｉ′ ＝ １ｅｘｐ（Ｍｋ
ｉ′ｊ）

Ｑ̌ （１６）

然后融合每个支持样本和查询样本的原始特征表示和感

知向量表示． 针对支持样本，其融合表示为式（１７），其中，
ｇ（·）表示 ＲｅＬＵ．

 Ｓｋ ＝ ｇ（［Ｓｋ ∶ �Ｓｋ ∶ Ｓｋ⊙�Ｓｋ］Ｗ） （１７）
针对查询样本，其融合表示为式（１８），其中，Ｗ 是一个可

训练的参数矩阵，［ ∶ ］为拼接操作，⊙表示哈达玛积，ｇ（·）表
示 ＲｅＬＵ．

 Ｑ ＝ ｇ（［Ｑ∶ �Ｑ∶ Ｑ⊙�Ｑ］Ｗ） （１８）
２． ４　 度量网络模块

度量网络模块是基于原型网络进行改进优化的． 传统的

原型网络先通过对每个类的支持集样本求取均值得到类别原

型表示，再通过计算查询样本与每个类原型之间的距离来实

现分类的． 但是考虑到传统方法生成的类别原型向量易受到

支持集中个别噪声数据的影响而丢失准确性，且每个支持样

本对于类别原型的贡献程度是不同的，因此在计算类别原型

时采用融入注意力机制的双向 ＬＳＴＭ 作为类原型生成器以

获得更具代表性的原型表示（如图 ３ 所示），再通过度量类别

原型与查询样本之间的距离，实现文本分类．
首先，通过最大池化将支持样本和查询样本分别汇总为

单个特征向量 sｋ 和 ｑ，其次使用类原型生成器为每个类生成

类别原型表示｛ s１， s２，…， sＮ｝，最后根据查询特征向量和类别

原型的相似性预测查询样本属于哪个类，具体计算过程如下：
 sｋ ＝ ｍａｘｐｏｏｌｉｎｇ（ Ｓｋ） （１９）
 ｑ ＝ ｍａｘｐｏｏｌｉｎｇ（ Ｑ） （２０）

 Ｓｉ ＝ ＡｔｔＢｉＬＳＴＭ（ s１ｉ ， s２ｉ ，…， sｋｉ ） （２１）

ｈ（ Ｓｉ
 ｑ） ＝ ｖＴ（ＲｅＬＵ（Ｗ［ Ｓｉ； ｑ］）） （２２）

ｐ（ｙｉ ｜ ｛ Ｓｉ｝ Ｎ
ｊ ＝ １， ｑ） ＝

ｅｘｐ（ｈ（ Ｓｉ， ｑ））
∑Ｎ

ｊ ＝ １ｅｘｐ（ｈ（ Ｓｊ， ｑ））
（２３）

其中，Ｎ 表示支持集的类别数，Ｋ 表示支持集的样本数，ｍａｘ⁃
ｐｏｏｌｉｎｇ（·）表示最大池化，ｖ、Ｗ 为可学习的超参数，［ ∶ ］为拼

接操作．

图 ３　 类生成器结构图

Ｆｉｇ． ３　 Ｓｔｒｕｃｔｕｒｅ ｏｆ ｃｌａｓｓ ｇｅｎｅｒａｔｏｒ

　 　 在训练过程中，采用交叉熵损失［１８］ ｌｏssＴｉ来优化模型，Ｑ
表示每个训练轮次中采样的查询集， ｜ＤＱ ｜表示查询样本的数

量． 除此之外，本文还设计了一个原型感知的正则化项ｌｏssｐｒｏｔｏ
来进行优化，使得类内距离更为接近，类间距离更为疏远． 具
体公式如下：

ｌｏssＴｉ ＝ － １
｜ ＤＱ ｜∑

ｑ－∈Ｑ

ｌｏｇ（ｐ（ｙｉ ｜ ｛ Ｓｊ｝ Ｎ
ｊ ＝１， ｑ）） （２４）

ｌｏssｐｒｏｔｏ ＝ １
ＮＫ∑

Ｎ

ｉ ＝１
ｊ≠ｉ

∑
Ｋ

ｋ ＝１
ｍａｘ（０，ｄ（ Ｓｉ， sｋｉ ） ＋ γ － ｄ（ Ｓｉ， sｊ））

（２５）
其中，γ 是一个超参数， s ｋ

ｉ 表示属于第 ｉ 类的第 ｋ 个样本表示，
 sｊ 表示不属于第 ｉ 类的任一样本表示， Ｓｉ 表示第 ｉ 类的类别原

型． 最终，损失函数 Ｌ 定义如式（２６）所示，β 是一个超参数，用
于控制两部分损失的相对重要性．

Ｌ ＝ ｌｏssＴｉ ＋ βｌｏssｐｒｏｔｏ （２６）

３　 实　 验

本节介绍了研究过程中所使用的 ２ 个小样本数据集、实
验环境的配置信息、超参的设置详情及评价指标，并对 ２ 个数

据集上的实验结果进行了分析．
３． １　 实验数据集

为了验证所提方法的有效性与适用性，本文在 ２ 个公开

数据集上进行了对比实验，两个实验数据集的统计信息如表

１ 所示，Ｄａｔａｓｅｔ 表示数据集，Ｎｕｍ． ｔｒａｉｎ 表示训练样本数，
Ｎｕｍ． ｔｅｓｔ 表示测试样本数，Ｖｏｃａｂ ｓｉｚｅ 表示词汇数量，Ａｖｇ．
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ｌｅｎ 表示文本的平均长度．

表 １　 数据集统计

Ｔａｂｌｅ １　 Ｄａｔａｓｅｔ ｓｔａｔｉｓｔｉｃｓ
Ｄａｔａｓｅｔ Ｎｕｍ． ｔｒａｉｎ Ｎｕｍ． ｔｅｓｔ Ｖｏｃａｂ． ｓｉｚｅ Ａｖｇ． ｌｅｎ
ＡＲＳＣ １１９７４５ １８６２７ ２０６９１３ ９８． ６２
ＦｅｗＲｅｌ ４２０００ １４０００ １２４５７７ ２４． ９９

　 　 亚马逊评论情感分类数据集［１９］ （Ａｍａｚｏｎ Ｒｅｖｉｅｗ Ｓｅｎｔｉ⁃
ｍｅｎｔ Ｃｌａｓｓｉｆｉｃａｔｉｏｎ，ＡＲＳＣ）由 Ｙｕ 等人提出，该数据集由 ２３ 种

亚马逊商品的评论数据组成，针对每一种商品，构建了 ３ 个具

有不同评分阈值的二分类任务，评分阈值分别设置为 ５ 星、
４ 星和 ２ 星． 基于此，共构建了 ６９ 个分类任务，为了进行评

估，本文从 ４ 个领域（书籍、ＤＶＤ、电子产品、厨房）中选择

１２ 个任务作为元测试集，其余 ５７ 个任务作为元训练集［２０］ ． 对
于目标任务，创建了 ２⁃ｗａｙ ５⁃ｓｈｏｔ 学习问题．

实体关系抽取数据集［２１］ （ Ｆｅｗ⁃ｓｈｏｔ Ｒｅｌａｔｉｏｎ ｃｌａｓｓｉｆｉｃａ⁃
ｔｉｏｎ，ＦｅｗＲｅｌ）覆盖了 １００ 种关系，每种关系 ７００ 个注释实例，
本次实验使用公开发布的 ８０ 种关系，４８ 种关系作为训练集，
１２ 种关系作为验证集，剩下的 ２０ 种关系进行预测．
３． ２　 实验环境搭建

本研究的实验配置为：Ｕｂｕｎｔｕ ２０． ０４． ３ 操作系统，ＡＭＤ
Ｒｙｚｅｎ ５ ＰＲＯ ３５００Ｕ ｗ ／ Ｒａｄｅｏｎ Ｖｅｇａ Ｍｏｂｉｌｅ Ｇｆｘ ２． １０ ＧＨｚ 的

计算机，ＮＶＩＤＩＡ ＲＴＸ １０８０Ｔｉ 的 ＧＰＵ，Ｐｙｔｈｏｎ ３． ７． ５ 的开发环

境以及 ＰｙＴｏｒｃｈ １． ３． １ 的学习框架．
３． ３　 实验设置

本文在 ＡＲＳＣ 数据集上进行了 ２⁃ｗａｙ ５⁃ｓｈｏｔ 的实验，词
编码阶段采用 ３００ 维的 ＧｌｏＶｅ 词向量进行初始化，最大句长

设置为 １２８，在 ＦｅｗＲｅｌ 数据集上构造 ５⁃ｗａｙ ５⁃ｓｈｏｔ 任务，采用

５０ 维的 ＧｌｏＶｅ 词向量进行初始化，最大句长设置为 ４０． 在特

征提取模块，设置 ＧＲＵ 的隐层状态大小为 １２８． 为了避免训

练过度还设置了早停，模型的所有参数均采用随机梯度下降

策略［２２］ （ＳＧＤ）进行优化． 初始学习率设为 ０． １，学习率衰减

步长为 ３０００，衰减率为 ０． １，为了防止小样本常出现的过拟合

现象，本研究设置了 ｄｒｏｐｏｕｔ 参数为 ０． ２． 模型一共训练 ３００００
轮，每 １０００ 轮进行一次测试，每次测试阶段包含 １０００ 轮，定
义每轮实验结果作为单轮准确率，每次测试阶段的平均准确

率作为该模型的阶段准确率，取最好的阶段准确率作为模型

的结果． 另外，对于超参数 γ 和 β 的取值在 ３． ６． ３ 节进行了实

验，最终选定 γ ＝ １，β ＝ １．
３． ４　 评价指标

本文所采用的评价指标为正确率（ＡＣＣ），正确率表示在

所有样本中预测正确的样本数量占总样本数量的比例． Ａ 表

示分类器预测标签为正，实际标签也为正的样本数，Ｂ 表示分

类器预测标签为负而实际标签也为负的样本数，Ｃ 表示分类

器预测标签为正而实际标签为负的样本数，Ｄ 表示分类器预

测标签为负而实际标签为正的样本数．

ＡＣＣ ＝ Ａ ＋ Ｂ
Ａ ＋ Ｂ ＋ Ｃ ＋ Ｄ

３． ５　 对比模型

在本次研究中，选取了多种小样本分类模型作为基线模

型，分别在 ＡＲＳＣ 和 ＦｅｗＲｅｌ 数据集上进行了实验，下面对基

线模型进行简要介绍．
Ｐｒｏｔｏ Ｎｅｔ［１５］ ：原型网络，通过学习一个嵌入函数将所有

样本映射到统一的向量空间中，并根据支持样本的句子嵌入

均值来生成类别原型，最后通过设定好的度量函数来判断查

询样本的类别．
Ｒｅｌａｔｉｏｎ Ｎｅｔ［１５］ ：关系网络，采用神经网络进行距离度量，

使得模型进行端到端的训练并通过汇总支持集中的样本向量

来计算类别向量．
ＲＯＢＵＳＴＴＣ⁃ＦＳＬ［１９］ ：根据各子任务间的差异实施聚类操

作，不同的子任务类别自动生成对应的度量方式．
ＤＣ⁃ＧＮＮ［２０］：一种双通道图神经网络模型，借助图的标签

传播机制，通过共享两通道的信息传播矩阵解决了元学习框架

下的监督信息稀疏化，缓解了图神经网络中过度平滑问题．
ＭＡＭＬ［２３］ ：采用元学习方法解决小样本问题的经典模型

之一，是一种与模型无关的算法，可以兼容各种模型并且适用

于各种任务． 该算法最大限度地提高了新任务损失函数的敏

感性，因此当参数发生微小变化时便可以大大改善任务的损

失，实现快速的收敛．
ＧＮＮ［２４］ ：一种采用图神经网络解决小样本学习的算法，

适用于非结构化数据，其核心思想是借助图结构将有标注样

本的标注信息传递至待标注样本中，实现最终的分类．
ＳＮＡＩＬ［２５］ ：一种简单且通用的元学习器架构，利用时序

卷积神经网络和软注意力学习支持样本的标签信息，借助学

习到的信息对序列的最后一个样本进行预测，该方法可以快

速的学习和吸收以往的经验，显著的提升性能．
ＴＰＮ［２６］ ：利用转导的思想，为整个语料库构建一个无向

权重图，通过标签传播的方式得到预测结果．
Ｍｅｔａ Ｎｅｔｗｏｒｋ［２７］ ：借助高阶元学习器来监督训练过程，

利用损失梯度生成快权重，有助于模型快速适应新的任务．
Ｉｎｄｕｃｔｉｏｎ Ｎｅｔｗｏｒｋ［２８］ ：它通过将元学习框架与动态路由

算法相结合来学习广义的类别表示，整体是 ｅｎｄ⁃ｔｏ⁃ｅｎｄ 的元

训练，具有良好的可扩展性．
ＭＥＤＡ［２９］：通过在元学习中引入数据增强方法，生成置信

度高的增强样本以增加新类别的样本数量，提高模型在小样本

情况下的泛化能力． ＭＥＤＡ⁃ＰＮ 表示采用原型网络进行度量．
３． ６　 实验结果分析

３． ６． １　 对比实验

　 　 表 ２ 和表 ３ 是不同模型在实体关系抽取数据集（Ｆｅｗ⁃
Ｒｅｌ）和亚马逊评论情感分类数据集（ＡＲＳＣ）上的评测结果

（粗体部分表示在 ２ 个数据集上的最优结果） ．
实验结果显示，在 ＦｅｗＲｅｌ 数据集上，ＤＣ⁃ＧＮＮ 的准确率

明显高于 ＧＮＮ 和 Ｐｒｏｔｏ Ｎｅｔ，其原因在于它融合了支持本的

全局特征与查询样本的标签信息，而在 ＡＲＳＣ 数据集上，Ｉｎ⁃
ｄｕｃｔｉｏｎ Ｎｅｔｗｏｒｋ 相较于度量网络的两大经典模型⁃Ｐｒｏｔｏ Ｎｅｔ
和 Ｒｅｌａｔｉｏｎ Ｎｅｔ，分类准确率分别提升了 １７． ４６％和 ２． ５６％ ，其
原因有两个：１）提供了一个可学习的非线性分类器，在分类

的能力上要优于传统的线性分类器；２）融合了动态路由算

法，针对类别原型表示进行了改进，将每个类别中的样本表示

凝练成了更具代表性的类别表征，获得了更优的分类性能，这
验证了好的类别表征能够提升模型的性能． 与 Ｉｎｄｕｃｔｉｏｎ Ｎｅｔ⁃
ｗｏｒｋ 相比，ＭＥＤＡ⁃ＰＮ 的分类准确率达 ８５． ６８％ ，其主要原因
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在于该模型提出了一个球生成器，用以生成更多的样本进行

训练，从而改善了模型的性能． 而本章所提的方法在 ５⁃ｗａｙ ５⁃
ｓｈｏｔ 和 ２⁃ｗａｙ ５⁃ｓｈｏｔ 的设定下均优于所有的基准模型，这是因

表 ２　 不同模型在 ＦｅｗＲｅｌ 数据集上的准确率对比

Ｔａｂｌｅ ２　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｅ ａｃｃｕｒａｃｙ ｏｆ ｄｉｆｆｅｒｅｎｔ
ｍｏｄｅｌｓ ｏｎ ｔｈｅ ＦｅｗＲｅｌ ｄａｔａｓｅｔ
Ｍｅｔｈｏｄｓ Ａｃｃ（％ ）

ＭＡＭＬ（２０１７） ６５． ７３
ＴＰＮ（２０１８） ６７． ５０
Ｍｅｔａ Ｎｅｔｗｏｒｋ（２０１７） ７１． ０２
ＳＮＡＩＬ（２０１８） ７８． ０７
ＧＮＮ（２０１８） ７９． ４７
Ｐｒｏｔｏ Ｎｅｔ（２０１７） ８５． １０
ＤＣ⁃ＧＮＮ（２０２１） ８５． ８６
Ｏｕｒｓ（ＧｌｏＶｅ） ８６． ２５
Ｏｕｒｓ（Ｂｅｒｔ） ８７． ５９

为本文的方法在原型网络的身上充分吸取了教训，在建模时

重视查询集和支持集的交互信息并针对不同的特征分配了不

同的注意力权值，且不再采用简单的均值法来获取类别表征，
有效提高了模型的分类性能． 同时本文为了探究不同预训练

词向量对模型性能的影响，在两个少样本数据集上进行了对

比实验（实验结果见表２和表３粗体部分） ． 从结果中不难看

表 ３　 不同模型在 ＡＲＳＣ 数据集上的准确率对比

Ｔａｂｌｅ ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｔｈｅ ａｃｃｕｒａｃｙ ｏｆ ｄｉｆｆｅｒｅｎｔ
ｍｏｄｅｌｓ ｏｎ ｔｈｅ ＡＲＳＣ ｄａｔａｓｅｔ
Ｍｅｔｈｏｄｓ Ａｃｃ（％ ）

Ｐｒｏｔｏ Ｎｅｔ（２０１７） ６８． １７
ＭＡＭＬ（２０１７） ７８． ３３
ＧＮＮ（２０１８） ８２． ６１
ＳＮＡＩＬ（２０１８） ８２． ５７
Ｒｅｌａｔｉｏｎ Ｎｅｔ（２０１８） ８３． ０７
ＲＯＢＵＳＴＴＣ⁃ＦＳＬ（２０１８） ８３． １２
Ｉｎｄｕｃｔｉｏｎ Ｎｅｔｗｏｒｋ（２０１９） ８５． ６３
ＭＥＤＡ⁃ＰＮ（２０２１） ８５． ６８
Ｏｕｒｓ（ＧｌｏＶｅ） ８６． ５４
Ｏｕｒｓ（Ｂｅｒｔ） ８６． ９０

出，当使用了 Ｂｅｒｔ［３０］作为预训练词嵌入表示时，两个数据集

上的准确率均有所提升，这是因为相较于 ＧｌｏＶｅ，Ｂｅｒｔ 提供了

更高质量的词嵌入来表示上下文的语义信息．
３． ６． ２　 消融实验

本文通过去除模型的特定部分来进行消融实验以验证其

影响．
首先，探究了特征提取模块的效果． 在 ＡＲＳＣ 数据集上，

通过观察 ＬＳＴＭ、ＧＲＵ、双向 ＬＳＴＭ、双向 ＧＲＵ 和双向注意力

ＧＲＵ 这 ５ 种不同结构充当上下文特征提取模块时模型准确

率的变化，验证双向注意力 ＧＲＵ 的有效性． 对比结果如图 ４
所示，相较于单向结构，采用双向结构的准确率增长了约

１． ８ 个百分点，产生该结果的原因在于双向结构更能捕获文

本的全局信息，在进行分类时不仅考虑到了文本上文的信息，
同时还结合了文本末端的信息，有助于实现正确的分类． 例如

在 ＡＲＳＣ 数据中，因单向结构仅关注上文信息，因此容易将亚

马逊购物评论“我很喜欢这条裙子，但是它缩水太严重了，我
没法穿出去． ”（译文）判定为积极态度，然而结合上下文看来

该评论应判定为消极态度． 所以，相较于单向提取特征，双向

结构在处理文本分类任务中更具优势． 除此以外，还观察到在

处理小样本文本数据时，无论是单向或双向，ＧＲＵ 结构的准

确率均高于 ＬＳＴＭ 结构，这说明了 ＧＲＵ 结构更擅长于提取

文本信息，同时不难注意到嵌入了注意力机制的双向 ＧＲＵ 效

果要比双向 ＧＲＵ 更好，这是因为注意力机制有助于捕获重要

的局部信息，再结合双向 ＧＲＵ 捕获全局信息，有效的提升了

模型分类的准确性．

图 ４　 不同特征提取模块在 ＡＲＳＣ 数据集上的准确率

Ｆｉｇ． ４　 Ａｃｃｕｒａｃｙ ｏｆ ｄｉｆｆｅｒｅｎｔ ｆｅａｔｕｒｅ ｅｘｔｒａｃｔｉｏｎ
ｍｏｄｕｌｅｓ ｏｎ ＡＲＳＣ ｄａｔａｓｅｔ

　 　 其次，为了证明双向注意力模块的有效性，在 ＦｅｗＲｅｌ 数
据集上分别就无注意力特征提取模块、自注意力特征提取模

块和双向注意力特征提取模块进行了对比实验，结果如表 ４
所示． 由表 ４ 可知，当模型去除注意力模块后（ｗ ／ ｏ ａｔｔ），准确

率大幅下降，因此注意力机制是模型不可或缺的一部分，在特

征提取模块发挥重要作用，生成更具区分性的语义表征，从而

提升模型的分类性能，此外，还发现融入了自注意力模块

（Ｓｅｌｆ⁃ａｔｔ）的模型准确率为 ８５． ７１％ ，与融入了双向注意力模

块（Ｂｉ⁃ａｔｔ）的准确率相比低了约 ０． ６ 个百分点，这是因为双向

注意力模块不仅专注于支持集的信息，还考虑到了查询集的

信息，通过在两个方向上使用注意力机制，学习支持集与查询

集之间的联系．

表 ４　 不同注意力模块在 ＦｅｗＲｅｌ 数据集上的准确率

Ｔａｂｌｅ ４　 Ａｃｃｕｒａｃｙ ｏｆ ｄｉｆｆｅｒｅｎｔ ａｔｔｅｎｔｉｏｎ ｍｏｄｕｌｅｓ
ｏｎ ＦｅｗＲｅｌ ｄａｔａｓｅｔ

Ａｔｔｅｎｔｉｏｎ ｍｏｄｕｌｅ Ａｃｃ（％ ）
ｗ ／ ｏ ａｔｔ ８４． １３
Ｓｅｌｆ⁃ａｔｔ ８５． ７１
Ｂｉ⁃ａｔｔ ８６． ２５

　 　 然后，为了探索类别数和样本数对于不同模型性能的影

响，本文在 ＦｅｗＲｅｌ 数据集上进行了实验． 首先验证不同测试

类别数对于分类准确率的影响． 固定样本数为 ５，即 ５⁃ｓｈｏｔ，设
置测试类别的数量范围为 ５ ～ １０，同时选取 Ｐｒｏｔｏ Ｎｅｔ、ＧＮＮ、
ＤＣ⁃ＧＮＮ 作为对比模型，实验结果如图 ５ 所示． 然后验证不同

的样本数对于分类准确率的影响． 固定测试类别数为 ５，即 ５⁃
ｗａｙ，设置样本数的范围为 １ ～ ５，同样选择 Ｐｒｏｔｏ Ｎｅｔ、ＧＮＮ、
ＤＣ⁃ＧＮＮ 作为对比模型，实验结果如图 ６ 所示． 可以看出，本
文提出的模型在所有设置下均优于 ３ 个对比模型，同时可以
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注意到随着测试类别数的增多，所有模型的准确率均随之下

降，随着支持样本数的增多，所有模型的准确率均随之上升．
值得注意的是，本文提出的模型在测试类别数过多或者样本

数过少的情况下依然优于所有的对比模型，验证了所提方法

的有效性与健壮性．

图 ５　 Ｎ⁃ｗａｙ ５⁃ｓｈｏｔ 下各模型准确率对比结果

（Ｎ 取值范围为 ５ ～ １０）
Ｆｉｇ． ５　 Ａｃｃｕｒａｃｙ ｃｏｍｐａｒｉｓｏｎ ｒｅｓｕｌｔｓ ｏｆ ｅａｃｈ ｍｏｄｅｌ ｕｎｄｅｒ

Ｎ⁃ｗａｙ ５⁃ｓｈｏｔ （Ｎ ｒａｎｇｅｓ ｆｒｏｍ ５ ｔｏ １０）

图 ６　 ５⁃ｗａｙ Ｎ⁃ｓｈｏｔ 下各模型准确率对比结果

（Ｎ 取值范围为 １ ～ ５）
Ｆｉｇ． ６　 Ａｃｃｕｒａｃｙ ｃｏｍｐａｒｉｓｏｎ ｒｅｓｕｌｔｓ ｏｆ ｅａｃｈ ｍｏｄｅｌ ｕｎｄｅｒ

５⁃ｗａｙ Ｎ⁃ｓｈｏｔ （Ｎ ｒａｎｇｅｓ ｆｒｏｍ １ ｔｏ ５）

　 　 最后，分析了不同类别原型对于模型准确率的影响，实验

结果如表 ５ 所示． 由于小样本任务具有支持样本稀缺的特殊

性，所以当样本嘈杂噪声较大时，容易出现个别样本表示远离

其他同类样本表示导致生成的类别原型出现巨大误差，降低

模型的性能． 因此，为了获得更为准确的类别原型，本文提出

了一个类原型生成器，使得类别原型的生成更为灵活，同时也

能将更多的注意力集中在那些与查询相关的样本上，减少噪

声的影响． 可以看出，使用类原型生成器替代均值原型和注意

力原型能够正确定位与查询样本最为相似的样本，有效提高

模型的准确率．

表 ５　 在 ＡＲＳＣ 数据集上不同类别原型对于

模型准确率的影响

Ｔａｂｌｅ ５　 Ｉｎｆｌｕｅｎｃｅ ｏｆ ｄｉｆｆｅｒｅｎｔ ｔｙｐｅｓ ｏｆ ｐｒｏｔｏｔｙｐｅｓ
ｏｎ ｔｈｅ ｍｏｄｅｌ ａｃｃｕｒａｃｙ ｏｎ ｔｈｅ ＡＲＳＣ ｄａｔａｓｅｔ

Ｐｒｏｔｏｔｙｐｅｓ Ａｃｃ（％ ）
均值原型　 　 ８５． ９３
注意力原型　 ８６． ２７
类原型生成器 ８６． ５４

３． ６． ３　 参数敏感性实验

在这一节中探究了超参数 γ 和 β 的取值对于模型分类准

确率的影响，首先固定 β 的值为 １，在［０． ８、１． ０、１． ２］中探究 γ
的最佳取值，然后固定 γ 的值为 １，在［０． ８、１． ０、１． ２］中探究 β

表 ６　 超参数 γ 对于模型性能的影响

Ｔａｂｌｅ ６　 Ｅｆｆｅｃｔ ｏｆ ｈｙｐｅｒｐａｒａｍｅｔｅｒ γ ｏｎ ｍｏｄｅｌ ｐｅｒｆｏｒｍａｎｃｅ
γ ０． ８ １． ０ １． ２

ＡＲＳＣ ８６． ０９ ８６． ５４ ８６． ２０
ＦｅｗＲｅｌ ８５． ９２ ８６． ２５ ８６． １２

表 ７　 超参数 β 对于模型性能的影响

Ｔａｂｌｅ ７　 Ｅｆｆｅｃｔ ｏｆ ｈｙｐｅｒｐａｒａｍｅｔｅｒ β ｏｎ ｍｏｄｅｌ ｐｅｒｆｏｒｍａｎｃｅ
β ０． ８ １． ０ １． ２

ＡＲＳＣ ８５． ９６ ８６． ５４ ８６． ３０
ＦｅｗＲｅｌ ８５． ８８ ８６． ２５ ８６． ０１

对于模型性能的影响，结果如表 ６ 和表 ７ 所示，不难看出，当
超参数 γ 和 β 均取 １ 时，模型的分类效果是最好的．

４　 结束语

基于已有的小样本实现准确的文本分类是 ＮＬＰ 领域一

个正在攻克的难题． 本研究针对传统的网络结构无法有效提

取样本重要特征设计了一个嵌入注意力机制的双向循环神经

网络作为特征提取器，同时对查询集和支持集之间的相互依

赖关系进行了探索，提出了融合支持样本和查询样本的双向

注意力网络． 在此基础上，还对原型网络中原型向量的表示进

行了改进，构造了一个类原型生成器，改变了原有的均值计算

法与加权求和计算法，使原型向量的生成更为灵活，并设计了

原型感知的正则化项对模型进行优化以提升模型分类的准

确性．
虽然本研究取得了一些进展，但仍有诸多待改进之处，在

后续的研究中有待重视：
１）在小样本文本分类任务中，本文致力于挖掘文本深层

语义信息，但是支持集所含信息不足以支撑模型进行更细粒

度的分类研究，未来应该考虑结合文本增强技术和外部知识

来增强不同任务间的文本表示，弥补训练数据不足的问题．
２）分类结果的好坏不仅仅与建模的算法相关，还取决于

模型超参数的设置． 目前超参数的设置大多是人为通过不断

地实验得到，该过程既耗时又耗力且收效甚微． 如果能够实现

超参数的自动化调优，将会大大减少人工手动调参的时间还

有助于模型实现更好的分类效果．
３）本文设计了一个原型感知的正则化项来进行优化，使

得类内距离更为接近，类间距离更为疏远． 但同时有监督的对

比学习也被提出用于拉近类内距离，拉远类间距离，未来可以

考虑使用对比学习来进行类生成器的优化．
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