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摘　要：随着互联网的快速发展，社交媒体成为了新闻发布和传播的主要平台，如何准确识别虚假新闻已成为研究热

点。现有的基于深度学习的虚假新闻检测方法在面对噪声和敌对信息时缺乏鲁棒性。为了应对这一挑战，该文提出

了一种对抗图增强对比学习的方法，该方法引入对抗对比学习，使模型抓住少量但充分的信息完成增强图与原始图

之间的互信息最大化，在进行训练时重点捕捉有用信息。同时，该模型还利用了特征增强器和图表示对比学习进行

图表示增强，加强特征学习。在两个公共数据集上进行的实验表明，该模型在现有基线上达到了最优的性能。
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０　引言

社交媒体使虚假新闻的传播速度加快，扰乱了
网络秩序，误导了公众，影响了正常的个人生活和社
会秩序［１－２］。因此，构建有效的虚假新闻检测方法非
常重要。

传统的虚假新闻检测方法利用有监督的分类
器，如 决 策 树［３］、随 机 森 林［４］ 和 支 持 向 量 机
（ＳＶＭ）［５］。虽然这些方法可以在一定程度上提高
虚假新闻检测的准确度，但主要依赖于费时费力的
手工制作特征。最近，基于深度学习的方法（如
ＲＮＮ［６］、ＲｖＮＮ［７］）从虚假新闻传播中捕获序列特
征，或者通过卷积神经网络（如ＣＮＮ［８］、Ｂｉ－ＧＣＮ［９］、



中 文 信 息 学 报 ２０２３年

ＤｉｆｆＲａｎｋ［１０］）从新闻的传播过程中获取高级表示。

Ｈｅ等人［１１］运用新闻传播结构提出了随机性事件
增强策略，与原始图进行对比学习得到新闻表征。

尽管深度学习方法在虚假新闻检测中取得了成
功，但上述模型往往对噪声数据缺乏鲁棒性。例
如，图１（ａ）所示，一些用户参与评论时，会出现错
位的评论或乱码等，使传播图中存在不可靠的边，

这样的冗余信息会导致模型错误分类。

图１　新闻传播示例

为克服现有工作存在的问题，本文提出了对抗
图增强对比学习模型（ＡＧＥＣＬ），其不仅利用了图数
据增强和图表示增强策略丰富了新闻的表征，而且
通过对抗对比学习使模型重点捕获图中有用信息。

具体来说，首先通过图数据增强策略得到新闻增强
图，与新闻原始传播图分别输入到ＧＮＮ中，输出新
闻原始图与增强图的表征后进行对抗对比学习，这
种对比学习方法不仅提高了模型的对抗能力，还使
得模型关注到原始传播图中的重要信息。最后，将
新闻表征与特征增强器得到的表征进行融合，利
用图表示对比学习以及新闻的真实标签对新闻检
测模型进行微调，进行最终预测。本文的主要贡
献如下：

（１）本文将特征增强器得到的表征作为新闻
检测输入的一部分，并引入图表示对比学习来帮
助模型加强特征学习，进 行 有 效 的 虚 假 新 闻
检测。

（２）本文提出了ＡＧＥＣＬ框架来学习新闻的表
示，将对抗对比学习首次运用到虚假新闻检测任务
中，优化图神经网络中使用的图数据增强策略，使模
型经过训练后捕获有用信息。

（３）在两个公共数据集上进行的实验表明，

ＡＧＥＣＬ优于其他方法。

此外，本文还证明了 ＡＧＥＣＬ在进行早期检测
时的性能更好。

１　相关工作

１．１　虚假新闻检测

　　虚假新闻检测是自然语言处理中的一项重要任
务。由于虚假新闻的广泛传播影响了新闻舆论的公
信力和社会安全，其相关研究受到越来越多的关注。

早期关于虚假新闻检测的工作主要集中在从新闻中
提取文本特征并应用传统的学习方法（如决策树［３］，

ＳＶＭ［５］）来进行检测。近年来，深度学习模型在虚
假新闻检测任务中取得了较好的效果，其可以自动
挖掘潜在的语义信息，同时克服了手工特征的缺点。

Ｖａｉｂｈａｖ等人［１２］提出了一种用于虚假新闻检测的
图神经网络模型，该模型对新闻中所有句子对之间
的语义关系进行建模，进行虚假新闻检测。Ｙｕ等
人［１３］利用卷积神经网络（ＣＮＮ）提取序列特征，形成
重要特征之间的交互。

上述方法的局限性在于没有充分考虑新闻的传
播结构。为了捕获传播结构特征，Ｍａ等人［７］构建
了基于自底向上和自顶向下传播树的递归神经网络
进行新闻检测。受到图卷积网络（ＧＣＮ）［１４］的启发，

Ｂｉａｎ等人［９］提出了ＢｉＧＣＮ以同时处理虚假新闻的
传播与扩散。Ｈｅ等人［１１］通过修改新闻传播结构来
提取有用的新闻传播模式。但这些方法都将传播图
中的边作为可靠的拓扑连接进行消息传递，忽略了
不可靠关系引起的不确定性，可能会导致模型缺乏
鲁棒性，降低检测性能。

１．２　对比学习

对比学习是无监督和自监督学习方法中最具代
表性的一种方法，其核心思想是通过对比正样本和
负样本来学习区别表征，鼓励编码器通过最大化输
入的表征和学习到的表征之间的互信息（ＭＩ）进行
训练。对比学习已经应用在许多不同的任务中，例
如，ＳｉｍＣＬＲ模型［１５］使用对比学习来提高视觉表征
的质量。ＬＳ＿Ｓｃｏｒｅ模型［１６］通过无监督对比学习构
建摘要评价系统，在对话生成中引入对比学习［１７］，

模型能明确地感知到积极话语和消极话语之间的差
异，增加了回答的多样性。此外，对比学习也促进了
图结构表示学习的发展。为得到具有鲁棒性的图表
示，不同的图数据增强方案相继被提出。例如，

ＲＤＥＡ［１１］集成了三种增强策略，并利用自监督对比
学习辅助虚假新闻检测。本文受到对比学习的启
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发，将对抗对比学习首次运用到虚假新闻检测任务
中，并且充分利用特征增强器和图表示对比学习来
丰富新闻表征。

２　问题定义

记Ｃ＝｛Ｃ１，Ｃ２，…，Ｃｎ}为所有新闻事件的集
合。其中，Ｃｉ 为第ｉ个新闻事件，ｎ 为新闻事件个
数。每一个新闻事件的集合表示为Ｃｉ＝（ｘｉ，０，ｘｉ，１，

ｘｉ，２，…，ｘｉ，｜Ｖｉ｜，，Ｇｉ），其中ｘｉ，０是该事件中的新闻表
征，新闻在传播过程中会产生评论。当ｊ＞０时，ｘｉ，ｊ
表示第ｊ个相关评论，｜Ｖｉ｜表示Ｃｉ 中新闻与评论的
总数。本文将新闻与评论、评论与评论之间的回复
关系视为新闻传播的一种方式。Ｇｉ＝（Ｖｉ，Ｅｉ）表示
该新闻事件的传播结构图，Ｖｉ 是节点集合，Ｅｉ 是边

的集合，新闻ｘｉ，０为根节点。如图１（ａ）和图１（ｂ）所
示，如果评论ｘｉ，２对评论ｘｉ，１进行回复，会有一条有
向边ｘｉ，１→ｘｉ，２；如果ｘｉ，１直接对新闻ｘｉ，０进行评论，
会有一条有向边ｘｉ，０→ｘｉ，１。特征矩阵和邻接矩阵
分别表示为Ｘｉ∈ＲＲ｜Ｖｉ｜×ｄ和Ａｉ∈｛０，１}｜Ｖｉ｜×｜Ｖｉ｜。ｄ
为向量维度。

虚假新闻检测的目标是学习一个分类器ｆ：Ｃｉ→ｙｉ，

ｙｉ 是四个细粒度类Ｎ、Ｆ、Ｔ、Ｕ中的一个（即非虚假
新闻、虚假新闻、真实新闻和未经验证的新闻）。

３　模型

本节将详细介绍ＡＧＥＣＬ模型，模型框架如图２
所示。ＡＧＥＣＬ模型包括三个模块：图数据增强、对
抗对比学习和图表示增强。

图２　ＡＧＥＣＬ模型框架

９３１
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３．１　图数据增强

由于新闻的传播结构图比较庞大，会导致模型
在训练时受到噪声数据的影响。因此，本文引入了
边扰动方法作为图数据增强策略。边扰动即删除图
中某些边。这种方法增加了除原始传播结构图以外
的训练数据，减少了消息传递，同时也能减弱社交网
络中的回音室效应［１８］。

设图数据增强模块为Ｔ（·），该模块保证进行
新闻检测任务时有足够的有用信息。对于每一个新
闻事件的传播图Ｇ＝（Ｖ，Ｅ），记Ｔ（Ｇ），Ｔ∈T为传
播图Ｇ 的随机图模型，T是一个图数据增强族。每
个样本ｔ（Ｇ）～Ｔ（Ｇ）是一个与原始传播图Ｇ 共享
同一节点集的增强图，而ｔ（Ｇ）的边集合是Ｅ 的子
集。本文将图Ｇ 输入到结构感知增强器中，得到节
点表征｛ｑｉ｜ｉ∈Ｖ}，如式（１）所示。
｛ｑｉ｜ｉ∈Ｖ}＝Ｓｔｒｕｃｔｕｒｅ－ＡｗａｒｅＥｎｈａｎｃｅｒ（Ｇ）

（１）

　　与ＡＤ－ＧＣＬ［１９］的数据增强模块不同，为了使得
到的增强图保留更多有用信息，就需要得到准确的
边表征，本文将 ＧＡＴｖ２［２０］作为结构感知增强器计
算原始图中每个节点的表征。

将ｅ＝（ｕ，ｚ）定义为图Ｇ 中节点ｕ与节点ｚ的
边，利用ＧＡＴ增强器输出的节点表征得到边的权
重ωｅ，如式（２）所示。

ωｅ＝ＭＬＰ（［ｑｕ；ｑｚ］） （２）

　　在图模型统计理论研究中，刻画边存在的概率时
通常采用指数随机图模型［２１］。因此，本文用指数随
机图模型来刻画边ｅ是否存在，将ωｅ 视作指数随机
图模型的参数。每条边ｅ∈Ｅ 将与一个随机变量ｐｅ
相关联，并利用 Ｇｕｍｂｅｌ－Ｍａｘ再参数化方法［２２］，使

Ｐ（ｐｅ＝１）＝ｅωｅ／（１＋ｅωｅ），Ｐ（ｐｅ＝０）＝１／（１＋ｅωｅ）。
如果ｐｅ＝１，则将边保留在图ｔ（Ｇ）中，ｐｅ＝０则边ｅ
不存在。

３．２　对抗对比学习

３．２．１　图神经网络

　　对于图数据，ＧＮＮ可以对直接连接的节点进
行运算，通过多层ＧＮＮ的消息传递，图中的每个节
点都可获得更多的全局信息。给定一个新闻事件的
传播图Ｇ＝（Ｖ，Ｅ），对于节点ｉ，其在第ｌ层的隐藏
状态表示为ｈ（ｌ）

ｉ ，如式（３）所示。

ｈ（ｌ）
ｉ ＝ＧＮＮ（ｈ（ｌ－１）

ｉ ） （３）

　　本文通过文本特征来获取初始节点表示ｈ０ｊ。

令ｈ０ｊ＝ｘｉ，ｊ，ｘｉ，ｊ由ＴＦ－ＩＤＦ方法提取文本的前ｄ个
单词所构建的词袋模型得到，其中，ｄ取值为５　０００。

经过Ｌ 层迭代后，将最终的节点表示集合进行
ＲＥＡＤＯＵＴ操作得到图表征，如式（４）所示。

ｆ（·）：≜ｈｉ＝ＲＥＡＤＯＵＴ（｛ｈＬｉ｜ｉ∈Ｖ}）（４）
这里选择了求和操作作为 ＲＥＡＤＯＵＴ 函数。此
外，对传播图Ｇ 对应的增强图ｔ（Ｇ）也进行相同的
操作。

３．２．２　图对抗对比学习
在ＲＤＥＡ模型［１１］中，进行图对比学习的目标

是最大化虚假新闻传播图数据集的互信息（ＭＩ），但
其使用的是随机产生的图增强数据，会造成模型学
习到一些多余的关系信息。例如，用户们对新闻发
表看法时，会出现错位评论或乱码等现象，使传播图
中产生不可靠的关系，导致模型在进行检测时效果
不佳，说明这种冗余信息对虚假新闻检测是一个潜
在危害。

为了解决上述问题，本文将图对抗对比学习运
用到虚假新闻检测任务中。目的是优化ＧＮＮ，使原
始图Ｇ 与其增强图ｔ（Ｇ）之间的互信息最大化。同
时优化图数据增强模块Ｔ（Ｇ），通过采样Ｔ（Ｇ）得
到ｔ（Ｇ）以最小化互信息。这样可以提高模型的对
抗能力，捕获新闻传播图中少量但充分的信息，提升
虚假新闻检测的效果。

此外，一个合适的图数据增强方法应该保留一
定数量与新闻检测任务相关的信息。在图数据增强
族T中的图数据增强方法不应执行非常严重的扰

动。因此，对于图Ｇ 的增强图ｔ（Ｇ），本文将∑
ｅ∈Ｅ
ωｅ／

｜Ｅ｜添加到目标函数中，约束每个图的边扰动比
例。其中，ωｅ 是式（２）中边ｅ扰动的概率。目标函
数如式（５）所示。

ｍｉｎ
Ｔ（·）
ｍａｘ
ｆ（·）
Ｉ（ｆ（Ｇ）；ｆ（ｔ（Ｇ）））＋λｒｅｇＥＥＧ ∑

ｅ∈Ｅ

ωｅ
｜Ｅ｜［ ］

（５）
其中，ｔ（Ｇ）～Ｔ（Ｇ），Ｉ（ｆ（Ｇ）；ｆ（ｔ（Ｇ）））为互信息。

对于互信息Ｉ（ｆ（Ｇ）；ｆ（ｔ（Ｇ））），本文采用
ＩｎｆｏＮＣＥ［２３］作为估计函数。具体来说，在训练过程
中，给定一个含有ｍ 个图的ｂａｔｃｈ，表示为｛Ｇｉ}ｍｉ＝１，对
于图Ｇｉ，新闻表征ｈｉ，１＝ｆ（Ｇｉ）是通过３.２.１节的
ＧＮＮ输出得到的表征。同样地，对于增强图ｔ（Ｇｉ），
ｈｉ，２＝ｆ（ｔ（Ｇｉ）），互信息项表示如式（６）所示。

　Ｉ（ｆ（Ｇ）；ｆ（ｔ（Ｇ）））

＝
１
ｍ∑

ｍ

ｉ＝１
ｌｏｇ

ｅｘｐ（ｓｉｍ（ｈｉ，１，ｈｉ，２））

∑
ｍ

ｉ′≠ｉ
ｅｘｐ（ｓｉｍ（ｈｉ，１，ｈｉ′，２））

（６）
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其中，ｓｉｍ（·，·）表示余弦相似度。
本文将图数据增强和对抗对比学习视为进行

虚假新闻检测前的预训练模块。在进行图数据增
强和对抗对比学习后，通过式（４）得到新闻的预训
练向量，作为下游任务的输入继续进行新闻检测。

３．３　图表示增强

３．３．１　特征增强器

　　当ＧＮＮ层数叠加过多，节点的表示会倾向于
收敛到某个值，出现过度平滑的现象［２４］，即不同的
新闻的表征相差很小，这样会导致虚假新闻的表征
在潜在空间中更接近真实新闻表征，最后进行新闻
检测时无法对新闻正确分类。为了使不同类型的新
闻之间的表征差别更大，就需要考虑新闻中所有特
征之间的互相影响。因此，本文利用特征增强器挖
掘每个新闻事件的不变特征。该特征增强器将

ＧＮＮ得到的新闻表征映射到高维空间中，为模型
找到每个新闻最独特的特征表示。这些特征将辅助
模型进行有效的虚假新闻检测。将ＧＮＮ输出的表
征ｈｉ 通过特征增强器后得到表征ｚｉ，如式（７）所示。

ｚｉ＝ｇ（Ｗ２（ｍａｘ（Ｗ１ｈｉ＋ｂ１，０））＋ｂ２） （７）
其中，ｇ（·）是Ｄｒｏｐｏｕｔ和标准化操作，Ｗ１ 和Ｗ２ 为
权重矩阵，ｂ１ 和ｂ２ 为偏置项。

３．３．２　图表示对比学习
在对新闻传播图进行对抗对比学习后，得到输入

事件图Ｇｉ 的训练向量ｚｉ。对于新闻事件Ｃｉ，本文通
过对新闻和所有相关评论的原始特征取平均值，得

到文本图向量，即ｏｉ＝
１

｜Ｖｉ｜（∑
｜Ｖｉ｜－１

ｊ＝１
ｘｉ，ｊ＋ｘｉ，０）。 为

了强调原始新闻的重要性，本文重复使用新闻文本
特征ｘｉ，０，然后将向量ｚｉ、文本图向量ｏｉ 和新闻文
本向量ｘｉ，０进行拼接，得到最终的表征，如式（８）
所示。

ｍｉ＝［ｚｉ；ｏｉ；ｘｉ，０］ （８）
其中，“；”为拼接操作。

在进行新闻检测时，本文运用交叉熵损失函数
对模型进行优化。由于交叉熵损失采用类间竞争机
制学习类间的信息，只关心对于正确标签预测概率
的准确性，忽略了其他非正确标签的差异，从而导致
次优泛化和不稳定的问题［２５］。而良好的泛化需要
捕捉一个类中样本之间的相似性，并将类内样本与
其他类中的样本进行对比。因此，本文在构造交叉
熵损失函数之前引入了监督对比学习，来提高新闻
表征的质量和虚假新闻检测的泛化能力。给定一个

Ｂａｔｃｈ　Ｂ 中新闻的表征｛ｍｉ}Ｎｂｉ＝１（Ｎｂ 为Ｂａｔｃｈ的大
小），当设定新闻事件Ｃｉ 的表征ｍｉ 为锚点时，将具
有相同标签的新闻表征ｍｉ，ｍｊ∈Β作为正样本对，
即ｙｉ＝ｙｊ。其中，ｙｉ 和ｙｊ 分别是ｍｉ 和ｍｊ 的标
签，而样本｛ｍｋ∈Ｂ，ｋ≠ｉ}则作为与锚点相关的负
样本。然后计算对比损失，如式（９）所示。

Ｌｓｕｐ＝－
１
Ｎｂ∑ｍｉ∈Ｂ

ｌ　ｓ（ｍｉ） （９）

ｌ　ｓ（ｍｉ）＝ｌｏｇ
∑
ｊ∈Ｂ／ｉ

Ⅱ［ｙｉ＝ｙｊ］ｅｘｐ
ｆ（ｍｉ，ｍｊ）

τｓ（ ）
∑
ｊ∈Ｂ／ｉ
ｅｘｐ

ｆ（ｍｉ，ｍｊ）
τｓ（ ）

（１０）
其中，Ⅱ［ｙｉ＝ｙｊ］∈｛０，１}是一个示性函数，当ｙｉ＝ｙｊ
时取值为１，否则取值为０。τｓ 表示温度系数。

３．３．３　新闻检测
将拼接后的新闻表征ｍｉ 输入到全连接层和

Ｓｏｆｔｍａｘ层中进行标签预测，如式（１１）所示。

ｙ�ｉ＝Ｓｏｆｔｍａｘ（Ｗｃｍｉ＋ｂｃ）　 （１１）
其中，Ｗｃ 和ｂｃ 为可训练参数。

对于新闻检测，本文利用交叉熵损失作为目标
函数，如式（１２）所示。

Ｌｎｅｗｓ＝－∑
Ｎｂ

ｉ＝１
ｙｉｌｏｇ　ｙ�ｉ （１２）

　　最终的损失函数包含两个部分：交叉熵损失和
对比学习损失，计算如式（１３）所示。

Ｌ＝Ｌｎｅｗｓ＋γｓＬｓｕｐ＋λ Θ
２

２
（１３）

其中，γｓ 为可调节超参数，Θ
２

２
表示模型的所有可

训练参数，λ表示Ｌ２正则化系数。

４　实验分析

４．１　数据集

　　本文使用了两个公开数据集［６］进行评估，即

Ｔｗｉｔｔｅｒ１５和Ｔｗｉｔｔｅｒ１６，数据集汇总如表１所示。

表１　数据集的统计信息

新闻
数量 ＃Ｎ ＃Ｆ ＃Ｕ ＃Ｔ

平均评论数
／新闻

Ｔｗｉｔｔｅｒ１５　 １　４９０　３７４　３７０　３７４　３７２　 ２２３

Ｔｗｉｔｔｅｒ１６　 ８１８　２０５　２０５　２０３　２０５　 ２５１

　　Ｔｗｉｔｔｅｒ１５和 Ｔｗｉｔｔｅｒ１６数据集分别包含四个
不同的标签，即非虚假新闻（Ｎ）、虚假新闻（Ｆ）、未证

１４１
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实新闻（Ｕ）和真实新闻（Ｔ）。其中，真实新闻（Ｔ）是
经过专家证实是真实的辟谣新闻。

４．２　实验对比模型

为验证本文提出的模型，将 ＡＧＥＣＬ与目前一
些最先进的基线方法进行比较。

ＳＶＭ－ＴＳ模型［２６］：一个基于虚假新闻生命周期
的时间序列模型，利用时间序列建模技术来捕获广
泛的社会背景信息。

ＤＴＣ模型［２７］：一个基于监督学习的决策树模
型，从每个标注的主题中提取相关特征来构建分类
器，自动判断一个主题是否对应有价值的信息，并评
估新闻的真实性。

ＲｖＮＮ模型［７］：一种递归神经网络，深度集成
了结构和内容语义信息，并利用自下而上和自上而
下的树结构进行虚假新闻检测。

ＰＰＣ＿ＲＮＮ＋ＣＮＮ模型［２８］：该模型结合了递归
网络和卷积网络，分别捕捉用户在传播路径上的全
局和局部特征变化，检测虚假新闻。

Ｂｉ－ＧＣＮ模型［９］：该模型利用自上而下的定向
新闻传播图了解虚假新闻传播的模式；还利用具有
相反方向的虚假新闻扩散有向图，捕捉虚假新闻扩
散的结构。

ＲＤＥＡ模型［１１］：该模型集成了三种随机性图增
强策略，通过修改图结构来提取新闻传播模式，并引
入了自监督对比学习辅助虚假新闻检测任务。

４．３　参数设置

本文使用准确度（Ａｃｃ）作为所有数据集的整体

评估指标，利用Ｆ１ 分数（Ｆ１）作为每个类型的评估
指标。采用随机梯度下降法更新模型参数，使用

Ａｄａｍ算法对模型进行优化。使用ＴＦ－ＩＤＦ提取文
本的前ｄ个单词来构建词袋模型作为文本初始特
征，其中，ｄ的大小为５　０００。隐式特征向量的维数
设置为６４，式（５）中的参数λｒｅｇ设置为３，式（９）中的

Ｄｒｏｐｏｕｔ概率为０.５，式（１３）中的γｓ 为０.６，λ为１ｅ－４。

本文将数据随机分成５个部分，并进行５次交叉验
证，以获得稳健的结果。

４．４　结果比较

本文在两个数据集上与基线方法进行比较。表

２分别展示了 ＡＧＥＣＬ和所有基线在Ｔｗｉｔｔｅｒ１５和

Ｔｗｉｔｔｅｒ１６数据集上的性能。

表２　在Ｔｗｉｔｔｅｒ１５和Ｔｗｉｔｔｅｒ１６数据集上的检测结果
（单位：％）

方法 ＡＣＣ
Ｆ１

Ｎ　 Ｆ　 Ｔ　 Ｕ

数据集：Ｔｗｉｔｔｅｒ１５

ＳＶＭ－ＴＳ　 ５４．４　 ７９．６　 ４７．２　 ４０．４　 ４８．３

ＤＴＣ　 ４５．４　 ７３．３　 ３５．５　 ３１．７　 ４１．５

ＲｖＮＮ　 ７２．３　 ６８．２　 ７５．９　 ８２．１　 ６５．４

ＰＰＣ＿ＲＮＮ＋ＣＮＮ　 ６９．７　 ６８．９　 ７６．０　 ６９．６　 ６４．５

Ｂｉ－ＧＣＮ　 ８３．６　 ７９．１　 ８４．２　 ８８．７　 ８０．１

ＲＤＥＡ　 ８５．５　 ８３．１　 ８５．７　 ９０．３　 ８１．６

ＡＧＥＣＬ　 ８６．１　 ８４．８　 ８６．０　 ９０．６　 ８２．２

数据集：Ｔｗｉｔｔｅｒ１６

ＳＶＭ－ＴＳ　 ５７．４　 ７５．５　 ４２．０　 ５７．１　 ５２．６

ＤＴＣ　 ４６．５　 ６４．３　 ３９．３　 ４１．９　 ４０．３

ＲｖＮＮ　 ７３．７　 ６６．２　 ７４．３　 ８３．５　 ７０．８

ＰＰＣ＿ＲＮＮ＋ＣＮＮ　 ７０．２　 ６０．８　 ７１．１　 ８１．６　 ６６．４

Ｂｉ－ＧＣＮ　 ８６．４　 ７８．８　 ８５．９　 ９３．２　 ８６．４

ＲＤＥＡ　 ８８．０　 ８２．３　 ８７．８　 ９３．７　 ８７．５

ＡＧＥＣＬ　 ８８．９　 ８３．５　 ８９．６　 ９５．０　 ８７．８

　　首先，所有基于深度学习的方法（ＲｖＮＮ，ＰＰＣ＿

ＲＮＮ＋ＣＮＮ，Ｂｉ－ＧＣＮ和ＲＤＥＡ）性能明显优于使
用手工特征的方法（ＳＶＭ－ＴＳ，ＤＴＣ），因为深度学习
能够学习到新闻的更高级表示，以此捕获有效的特
征。这展现出深度学习方法在虚假新闻检测中的重
要性和优越性。

其次，ＡＧＥＣＬ性能优于其他深度学习方法，表
明了 ＡＧＥＣＬ 的有效性。在深度学习方法中，

ＲｖＮＮ只使用了所有叶子节点的隐藏特征向量，受
最新评论的影响比较大，丢失了之前评论的信息。

ＰＰＣ＿ＲＮＮ＋ＣＮＮ只把传播结构看成是平稳的时
间序列，导致结构信息丢失。Ｂｉ－ＧＣＮ将新闻与评
论之间的边、评论与评论之间的边都视为可靠边，这
样会引入不相关的特征，训练模型时容易受到噪声
交互的影响。与目前最先进的模型 ＲＤＥＡ 相比，

ＡＧＥＣＬ的性能更好，在Ｔｗｉｔｔｅｒ１５和Ｔｗｉｔｔｅｒ１６数
据集上，ＡＧＥＣＬ在 ＡＣＣ指标分别实现了０．７％和

１％的整体性能提升。在四个类别（即 Ｎ、Ｆ、Ｔ、Ｕ）

上的Ｆ１ 也得到了稳步提升，例如，Ｔｗｉｔｔｅｒ１５和

Ｔｗｉｔｔｅｒ１６在非虚假新闻（Ｎ）类别下，Ｆ１ 分别提高

２４１
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了２％和１．５％。ＲＤＥＡ整合三种随机性图增强策
略提取新的传播图，将这三种图增强数据作为原始
新闻的正样本进行对比学习预训练。但在图增强策
略中，忽略了随机删边、随机删除节点和随机选取子
图会出现保留不可靠关系的现象，从而导致模型检
测的准确度受到影响。不同于ＲＤＥＡ，本文模型考
虑了传播图结构中的不确定性，利用对抗对比学习
优化图数据增强策略，使模型捕获有用信息。实验
结果也证实了将对抗对比学习进行预训练的优势。

４．５　消融实验

本节进行消融实验，分析每个组件在 ＡＧＥＣＬ
中的作用。具体有以下变体。

ｗ／ｏ特征增强器　移除特征增强器，使模型失
去了增强的特征向量的能力。

ｗ／ｏ图表示对比学习　将图表示对比学习移
除，使模型在进行新闻检测时只进行交叉熵损失函
数的计算。

ｗ／ｏ图对抗对比学习　移除图对抗对比学习模
块，对原始图和增强图进行ＧＮＮ操作后进行无监
督对比学习，并将得到的表征与原始文本信息进行
融合作为新闻表征。

实验结果如表３所示，可以得到以下结论：①与

ＡＧＥＣＬ模型相比，所有移除了某个模块的变体检测
性能都有所下降，表明每个模块都对虚假新闻检测起
到了积极作用。②特征增强器的缺失会降低ＡＧＥＣＬ
的整体性能。因为特征增强器能将原始节点表示转
化为不同的表示，有助于接下来进行的图表示对比学
习使新闻检测关注到不同方面的信息。③移除图表
示对比学习也降低了所有评估指标和所有数据集的
性能，表明基于标签信息进行对比学习可以提高新闻
表征的质量。④移除了图对抗对比学习模块后，在两
个数据集上的检测准确度均有明显的下降，说明该模
块的存在能降低噪声信息对新闻检测性能的影响。

表３　对ＡＧＥＣＬ进行的消融实验
（单位：％）

方法
Ｔｗｉｔｔｅｒ１５ Ｔｗｉｔｔｅｒ１６

Ａｃｃ — Ａｃｃ —

ＡＧＥＣＬ　 ８６．１ — ８８．９ —

ｗ／ｏ特征增强器 ８５．８ （↓０．３） ８８．５ （↓０．４）

ｗ／ｏ图表示对比学习 ８５．９ （↓０．２） ８８．７ （↓０．２）

ｗ／ｏ图对抗对比学习 ８５．１ （↓１．０） ８７．６ （↓１．３）

４．６　参数敏感性分析

我们进一步评估了模型中关键参数的影响。

·λｓ 的影响　λｓ 是式（１３）中用于平衡目标函
数中图表示对比学习任务的贡献。对于参数λｓ，本
文以０.１的间隔将它从０.１变化到０.８。图３（ａ）展
示了使用原型视图对比学习对新闻表示进行建模的
影响。可以观察到，当λｓ 逐渐增大时，ＡＧＥＣＬ的
性能有所提高，并且在λｓ＝０.６时达到最佳性能。
如果进一步增加λｓ，模型性能开始下降。分析结果
表明，图表示对比学习优化新闻表征对于本文模型
的性能提升有很大贡献，图表示对比学习约束Ｌｓｕｐ
能在一定程度上进一步提高本文提出模型的表达
能力。

·λｒｅｇ的影响　λｒｅｇ是式（５）正则化项中控制边
一致性训练框架效果的参数。在进行图数据增强
时，λｒｅｇ控制增强图的边扰动比例，保证原始图与进

图３　参数分析
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图３　（续）

行边扰动的增强图经过图对抗对比学习以后，ＧＮＮ
能从原始传播结构图中捕获图中最有用的信息。如
图３（ｂ）所示，λｒｅｇ越大，所对应的边扰动比例ＥＧ

∑
ｅ∈Ｅ

ωｅ
｜Ｅ｜［ ］越小。λｒｅｇ的范围从０.０到１０.０，相当于扰

动８０％以上的边到扰动１０％以内的边。图３（ｃ）显示
了λｒｅｇ在不同取值下进行虚假新闻检测的准确度得
分。可以看出，当λｒｅｇ取值为３.０，相当于边扰动比
例在３０％，Ｔｗｉｔｔｅｒ１５和Ｔｗｉｔｔｅｒ１６数据集的检测准
确度达到最高。当λｒｅｇ的取值范围在０.５～２.０时，
即边扰动在５０％～８０％时，ＡＧＥＣＬ在所有数据集
上仍能保持较好的性能。这说明，在一定范围内，增
强图中保留的大多数是有助于分类的高质量的边。
但随着边的扰动比例增大，图中边的数量减少，增强
图越来越稀疏，可以学习到的信息越少，从而导致分
类性能下降。

４．７　早期虚假新闻检测

为了及时预防虚假新闻的传播，在新闻传播的早
期阶段进行辟谣非常重要。本文通过改变每个新闻对
应的评论数量来衡量模型检测的性能，即验证该模型
是否能够基于早期有限的信息量正确识别虚假新闻。

具体来说，本文使用每条新闻的前０、５、１０、２０、

５０、１００条评论用于虚假新闻的早期检测。图４显
示了ＡＧＥＣＬ和其他不同基线模型的性能。可以观
察到，在设置最小评论数的情况下，ＡＧＥＣＬ的结果
均超过了这些基线的最优结果，这表明 ＡＧＥＣＬ具
有优越的早期检测性能。当每条新闻只有５条评论
时，ＡＧＥＣＬ在 Ｔｗｉｔｔｅｒ１５数据集上的准确率达到

８５．３％；当只有１０条评论时，ＡＧＥＣＬ在Ｔｗｉｔｔｅｒ１６
数据集上的准确率达到８８．６％。当输入数据只有新

闻文本时，相当于新闻刚发布出来，模型的性能通常
很差。这是由于缺乏评论而造成信息不足，而评论
信息已被证明是对虚假新闻进行检测的关键线索。
所有方法的早期性能或多或少都有波动，可能的原
因是随着新闻的传播，有更多的语义和结构信息出
现。同时包含噪声的评论信息也随之增加。

图４　早期虚假新闻检测的性能

相比之下，ＡＧＥＣＬ在所有不同评论数量下都
具有稳定的性能，并超越了其他基线模型，这证明了
图数据增强、对抗对比学习、图表示对比学习与传播
图模型相结合可以实现稳健有效的检测。

５　总结

本文提出了一个对抗图增强对比学习模型进行
虚假新闻检测。首先，采用图数据增强得到新闻增
强图，使用ＧＮＮ对新闻原始传播图和新闻增强图
的结构信息进行编码，将输出的表征引入对抗对比
学习，使该模型能够从复杂的新闻传播结构中挖掘
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有用信息。然后通过特征增强器和图表示对比学习
丰富新闻表征，提升新闻检测的效果。实验结果表
明，本文模型在两个公开的真实数据集上能够有效
地进行虚假新闻检测，并且在早期的虚假新闻检测
任务中性能优于其他基线模型。
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陈卓敏（１９９８—），硕士研究生，主要研究领域为

数据挖掘和自然语言处理。

Ｅ－ｍａｉｌ：ｃｈｅｎｚｈｕｏｍｉｎ１２６６＠ｌｉｎｋ．ｔｙｕｔ．ｅｄｕ．ｃｎ

王莉（１９７１—），通信作者，博士，教授，主要研究

领域为大数据计算与分析、知识图谱、数据挖掘、

人工智能等。

Ｅ－ｍａｉｌ：ｗａｎｇｌｉ＠ｔｙｕｔ．ｅｄｕ．ｃｎ

朱小飞（１９７９—），博士，教授，主要研究领域为自

然语言处理、数据挖掘与信息检索。

Ｅ－ｍａｉｌ：ｚｘｆ＠ｃｑｕｔ．ｅｄｕ．ｃｎ

■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■■

第二十九届全国信息检索学术会议 （ＣＣＩＲ２０２３）征稿通知
　　信息检索旨在满足人类在互联网上快速准确地获取信息与知识的需求，研究成果将支撑国家战略决策，
推动互联网和人工智能领域的发展，提升整个社会的生产效率，并对社会生活各个领域产生重大影响。全国
信息检索学术会议（ＣＣＩＲ）由中国中文信息学会（ＣＩＰＳ）举办，一路伴随着中国互联网产业的成长，是信息检
索领域的旗舰会议。

第二十九届全国信息检索学术会议（Ｔｈｅ　２９ｔｈ　Ｃｈｉｎａ　Ｃｏｎｆｅｒｅｎｃｅ　ｏｎ　Ｉｎｆｏｒｍａｔｉｏｎ　Ｒｅｔｒｉｅｖａｌ，ＣＣＩＲ　２０２３）将于
２０２３年１１月２３－２５在北京举行，此次会议由中国中文信息学会主办，由中国中文信息学会信息检索专委会、清
华大学承办。本次会议与首届ＡＣＭ　ＳＩＧＩＲ－ＡＰ（Ｉｎｆｏｒｍａｔｉｏｎ　Ｒｅｔｒｉｅｖａｌ　ｉｎ　ｔｈｅ　Ａｓｉａ　Ｐａｃｉｆｉｃ）会议联合举办。

征稿要求
本次会议只接收中文论文，将接收原创的有关信息检索方向的理念、算法、系统、标准与评估等方面的学

术论文。本次会议不接收主体内容由人工智能模型自动生成的论文。
征文范围
论文包括但不限于以下内容：

· 搜索与排序，包括查询分析、ＷＥＢ检索、检索模型、有效性和可扩展性、信息检索理论等；

· 推荐系统，包括过滤算法、内容分析、知识获取等；

· 检索和推荐中的机器学习与自然语言处理，包括智能问答、对话系统、语义理解、知识表征和推理等；

· 人机交互，包括用户建模、交互式检索、社交媒体检索、隐私安全、用户行为分析等；

· 信息检索中的度量和评估，包括以用户为中心的评估、以系统为中心的评估等；

· 信息检索中的公平性、可靠性、透明性、可解释性；

· 垂直领域中的应用，包括移动搜索、社交搜索、结构化数据搜索、多模态搜索；其他领域的检索包括医
疗、司法、教育等；

· 信息检索与前沿技术的交叉探索，包括大语言模型、脑科学等；

· 其他和信息检索相关的研究。

征文要求具体信息可登录中国中文信息学会官方公众号查阅

（中国中文信息学会）
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